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MỞ ĐẦU 

1. Lý do chọn đề tài 

Điện là nguồn năng lượng rất linh hoạt và phổ bi�n, đóng vai trò không thể thi�u trong đời sống hàng ngày cũng 

như trong công nghiệp. Ngoài ra điện năng đáp ứng tốt và hiệu quả hơn các yêu cầu của xã hội, đồng thời thân thiện 

với môi trường so với các nguồn năng lượng truyền thống khác như dầu m�, than đá, và nguồn khí đốt tự nhiên [1]. 

Tầm quan trọng của điện đã gia tăng đáng kể trong những năm gần đây, dự báo điện năng đã trở thành một bài toán cần 

thi�t trong nghiên cứu [2]. Tuy nhiên, điện là một sản phẩm đặc biệt có nhiều đặc điểm khác biệt so với những loại sản 

phẩm khác. Điện năng không thể dự trữ được với dung lượng lớn, nó phải được sản xuất tức thời khi có nhu cầu sử 

dụng. Ngoài ra nhu cầu điện năng sẽ tăng mạnh trên cả nước nói chung do dân số gia tăng cùng với sự phát triển của 

các khu công nghiệp, sử dụng các thi�t bị công suất lớn. Các y�u tố này dẫn đ�n việc quản lý hệ thống điện gặp nhiều 

khó khăn [3]. Do đó cần phải dự báo phụ tải trước để ngành điện lực lập k� hoạch sản xuất điện năng. 

Dự báo phụ tải điện là quá trình quan trọng, then chốt trong việc lập k� hoạch và vận hành hệ thống điện, dự báo 

tải điện gắn liền với phát triển kinh t�, an ninh quốc gia, và hoạt động hằng ngày của toàn xã hội [4]. Vì vậy sai số của 

mô hình dự báo có tầm quan trọng đối với việc xây dựng k� hoạch vận hành, công suất nguồn phát, và quản lý HTĐ. 

Độ chính xác của mô hình giúp ti�t kiệm được chi phí vận hành, bảo trì, và quy�t định đúng đắn cho sự phát triển các 

cơ sở sản xuất, truyền tải và phân phối trong thời gian tới. Tuy nhiên, độ chính xác của mô hình dự báo phụ tải bị ảnh 

hưởng nhiều y�u tố như sự phát triển kinh t�, chính sách quốc gia và bi�n đổi khí hậu, cùng với hoạt động của con người 

[5]. Tóm lại, điện năng giữ vai trò quan trọng trong xã hội. Mức tiêu thụ năng lượng toàn cầu không ngừng gia tăng dân 

số, kinh t� phát triển và y�u tố thời ti�t, đặc biệt rõ rệt ở các nước đang phát triển. Sự thay đổi mô hình tiêu dùng khi�n 

HTĐ gặp khó khăn trong việc cung cầu theo thời gian thực. Trong luận án này đề xuất các mô hình dự báo dựa trên 

mạng học sâu để giải quy�t bài toán “Dự báo phụ tải hệ thống điện” nhằm giải quy�t bài toán dự báo công suất đỉnh 

Pmax ngày tới và đồ thị phụ tải điện cho 24 giờ tới, dữ liệu ngõ vào của mô hình được sử dụng từ nguồn dữ liệu quá 

khứ của khu vực lưới điện Tiền Giang. 

2. Đối tượng và phạm vi nghiên cứu 

- Dự báo Pmax và tải 24 giờ ngày ti�p theo. Phân tích các y�u tố ảnh hưởng đ�n nhu cầu tải. 

- Thu thập các dữ liệu phụ tải quá khứ, nhiệt độ và các y�u tố mùa của khu vực áp dụng. 

- Tìm hiểu các mô hình dựa trên mạng học sâu trong STLF. Mô hình được dùng phổ bi�n LSTM; CNN-LSTM; 

mạng WaveNet và mô hình k�t hợp GCN-GRU; FF-DNN k�t hợp R-DNN; SEQ2SEQ-LSTM; mô hình tiền xử lý dữ 

liệu đầu vào Wavelet k�t hợp thuật toán tối ưu hoá và mạng GCN-LSTM. 

- Áp dụng mô hình đề xuất dự báo khu vực lưới điện cụ thể (lưới điện Tiền Giang). 

- K�t quả chỉ so sánh đối chi�u với các mô hình cùng tập dữ liệu. Nghiên cứu không xét dự báo siêu ngắn hạn, 

trung hạn và dài hạn, chỉ áp dụng cho ngày làm việc trong tuần và không bao gồm ngày lễ, T�t. 

- Do dự báo nhu cầu tải cho 24 giờ và Pmax ngày ti�p theo nên không đặt nặng thời gian thực của mô hình dự báo. 

- K�t quả của mô hình dự báo chỉ xem xét đ�n giá trị sai số phần trăm tuyệt đối trung bình MAPEe  theo tiêu Quy�t 

định Số 07 /QĐ-ĐTĐL năm 2013. Trung bình bình phương sai số RMSEe  không xem xét trong nghiên cứu. 

- Nhiệt độ của ngày dự báo được sử dụng theo nguồn chia sẻ của đài khí tượng thuỷ văn. 

- Mô hình đề xuất GCN-GRU; Wavelet-HHO-GCN-GRU đòi h�i tài nguyên tính toán lớn, nghiên cứu không phân 

tích chi phí về mặt công nghệ hay thời gian xử lý khi áp dụng vào mô hình thực t�, đặc biệt khi cần dự báo trong thời 

gian ngắn và xử lý dữ liệu khối lượng lớn, việc đánh giá cần quá trình thực nghiệm thống kê trên thực t�. 
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3. Mục tiêu và nhiệm vụ nghiên cứu 

- Xây dựng mô hình dựa trên mạng học sâu để dự báo công suất đỉnh cho ngày tới và đồ thị phụ tải cho 24 giờ tới. 

- Đánh giá hiệu năng của mô hình dự báo học sâu đề xuất (so sánh với các phương pháp dự báo truyền thống). 

- Áp dụng mô hình đề xuất để dự báo công suất đỉnh Pmax và đồ thị phụ tải cho một khu vực lưới điện cụ thể. 

- Thu thập dữ liệu quá khứ, đánh giá và phân tích các y�u tố tác động đ�n k�t quả bài toán dự báo phụ tải điện. 

- Lựa chọn và xây dựng các ki�n trúc học sâu thông dụng: LSTM, CNN-LSTM, mạng WaveNet. Đề xuất mô hình 

k�t hợp GCN-GRU và Wavelet – HHO – GCN – LSTM để dự báo công suất đỉnh và đồ thị phụ tải tương ứng. 

- Tích hợp các y�u tố đầu vào để thi�t k� mô hình dự báo. Huấn luyện tạo mô hình, chạy thử nghiệm. 

4. Phương pháp nghiên cứu 

- Nghiên cứu phần mềm Pycharm, ngôn ngữ Python, và thư viện Tensorflow để thực hiện chương trình huấn luyện 

và dự báo. Thu thập dữ liệu quá khứ. 

- Sử dụng mô hình dự báo công suất đỉnh thông dụng (LSTM, CNN-LSTM, mạng WaveNet) và GCN-GRU: Huấn 

luyện mô hình, chạy thử nghiệm, đánh giá và so sánh. 

- Sử dụng mô hình dự báo đồ thị phụ tải thông dụng và mô hình k�t hợp Wavelet-HHO-GCN-LSTM. Xử lý dữ 

liệu đầu vào dựa trên phép bi�n đổi Wavelet, huấn luyện, chạy thử nghiệm, đánh giá và so sánh. 

5. Điểm mới của luận án 

- Phân tích và đánh giá được dữ liệu trong bài toán STLF theo hướng ti�p cận đánh giá mới. Nó phụ thuộc không 

gian và thời gian. Qua đó, luận án đề xuất được các phương pháp dự báo mới nhằm cải thiện sai số trong bài toán dự 

báo. Xây dựng được mô hình k�t hợp học sâu mới để dự báo công suất đỉnh: GCN-GRU (T-GCN), k�t quả mô hình đề 

xuất có độ chính xác cao. 

- Xây dựng được ba mô hình trong mạng học sâu để dự báo đồ thị phụ tải: ki�n trúc mô hình k�t hợp FF-DNN và 

R-DNN, Seq2Seq-LSTM, phép bi�n đổi Wavelet k�t hợp với giải thuật tối ưu HHO-GCN-LSTM, k�t quả của mô hình 

đề xuất sai số bé. Chỉ số đánh giá phần trăm tuyệt đối trung bình phù hợp nằm trong phạm vi cho phép của cục điều ti�t 

điện lực. 

6. Giá trị thực tiễn của luận án 

- Luận án đã đóng góp tích cực và hiệu quả trong đề xuất phương pháp mới để giải quy�t bài toán dự báo phụ tải 

điện dựa trên mạng học sâu thông qua các phương pháp k�t hợp mới: GCN-GRU (T-GCN); ki�n trúc mô hình FF-DNN 

và R-DNN; SEQ2SEQ-LSTM dựa trên cơ ch� mã hoá và giải mã; tiền xử lý dữ liệu Wavelet k�t hợp với thuật toán 

HHO và mạng GCN-LSTM. K�t quả dự báo phụ tải đỉnh là một đại lượng quan trọng, cần thi�t trong quá trình lập k� 

hoạch quản lý năng lượng và điều ti�t nguồn điện một cách hiệu quả. 

- K�t quả dự báo đồ thị phụ tải ngày chính xác, hỗ trợ việc lập k� hoạch vận hành và khai thác hệ thống điện trong 

khu vực một cách an toàn và tin cậy. K�t quả của bài toán dự báo công suất đỉnh ngày tới và đồ thị phụ tải 24 giờ tới có 

ý nghĩa quan trọng đối với lưới điện khi có sự tham gia của hệ thống lưu trữ năng lượng pin (BESS) và xe điện (EV). 

Có thể luận giải mô hình đề xuất để dự báo công suất đỉnh cho ngày tới và đồ thị phụ tải 24 giờ tới áp dụng trong thực 

t�, đáp ứng đầy đủ các yêu cầu và quy định của cục điều ti�t điện lực về quy trình dự báo phụ tải. 

7. Bố cục của luận án 

Chương 1: Tổng quan 

Chương 2: Cơ sở lý thuy�t 

Chương 3: Dự báo phụ tải đỉnh 

Chương 4: Dự báo đồ thị phụ tải  
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CHƯƠNG 1. TỔNG QUAN 

 Giới thiệu 

Trong những năm gần đây, nhờ vào sự phát triển của khoa học, đặc biệt là khoa học máy tính đã ảnh hưởng lớn 

góp phần mang lại nhiều chuyển bi�n tích cực, các ứng dụng công nghệ thông tin trong dự đoán được triển khai rộng 

rãi trong nhiều lĩnh vực [6]. Hiện nay DBPT điện là một trong những lĩnh vực mà Nhà nước đặc biệt quan tâm, chỉ đạo 

và ban hành các hướng dẫn cụ thể theo Thông tư số 19/2017/TT-BCT quy định nội dung, phương pháp và trình tự 

nghiên cứu phụ tải điện của Bộ Công thương ban hành năm 2017 và Quy�t định số 07/QĐ-ĐTĐL Quy trình dự báo nhu 

cầu phụ tải điện hệ thống điện quốc gia của Cục Điều ti�t Điện lực – Bộ Công Thương ban hành năm 2013. Bài toán 

DBPT điện thu hút các nhà nghiên cứu và được chú ý bởi các cơ quan quản lý năng lượng và vận hành HTĐ, DBPT 

cung cấp thông tin cần thi�t cho việc lập k� hoạch đầu tư trong tương lai, ngoài ra nó còn ảnh hưởng đ�n k� hoạch vận 

hành hệ thống và sản xuất. N�u k�t quả dự báo vượt quá thực t� đáng kể, cần huy động vốn để đầu tư các nguồn phát 

điện. Tuy nhiên, trên thực t� không sử dụng h�t công suất phát dẫn đ�n lãng phí. Trái lại, n�u k�t quả dự báo thấp hơn 

so với thực t� yêu cầu, sẽ làm giảm độ an toàn trong cung cấp điện, gây ra tình trạng cắt điện trên diện rộng và gây thiệt 

hại nghiêm trọng về kinh t�, xã hội cũng như an ninh quốc gia [7]. 

Tóm lại, dự báo phụ tải điện nói chung, cũng như STLF nói riêng, đóng vai trò quan trọng trong việc đảm bảo sự 

vận hành hiệu quả và tin cậy HTĐ. Hiện nay trong và ngoài nước có nhiều phương pháp DBPT đã được đề xuất, mỗi 

phương pháp đều có những ưu điểm và hạn ch�. 

 Tình hình nghiên cứu trong trong nước 

Trong thời gian gần đây, trong nước có nhiều nghiên cứu về DBPT. Nghiên cứu [8] xem xét chất lượng nguồn dữ 

liệu quá khứ trước khi đưa vào mô hình dự báo STLF trên lưới điện TP.HCM. Nghiên cứu [9] đề xuất SOM & K Mean 

để phân cụm đường cong phụ tải, cải thiện k�t quả và giảm thời gian tính toán. Nghiên cứu [7] áp dụng kỹ thuật xử lý 

dữ liệu nhóm k�t hợp xác suất thống kê, giúp tăng độ chính xác và linh hoạt. Nghiên cứu [10] sử dụng mạng nơ-ron 

nhân tạo trong Matlab để dự báo công suất PTĐ, với sai số 0,19%. Nhóm nghiên cứu [6] đề xuất thuật toán học có giám 

sát và điều chỉnh giá trị dự báo nhằm giảm độ lệch âm, cải thiện độ chính xác. 

 Tình hình nghiên cứu ngoài nước 

Phương pháp cổ điển như ARMAX, ARIMA, SARIMA được dùng rộng rãi để dự báo STLF [11]. Mô hình ARIMA 

[12] dự báo tải theo giờ với MAPE 4,46%. Mô hình ARIMA-SVR [13] gồm hai bước: ARIMA xử lý hàm tuy�n tính, 

SVR điều chỉnh độ lệch, sai số 4,757%. Các nghiên cứu gần đây sử dụng mạng nơ-ron và học sâu để cải thiện độ chính 

xác so với phương pháp thống kê. Mô hình CS-SSA-SVM [5] k�t hợp SSA, SVM, CS để lọc tín hiệu và tối ưu hóa dự 

báo. Mô hình Wavelet-FNN [14] tối ưu bằng thuật toán chim ưng, đạt MAPE 1,2262%. Mô hình MWCNN [15] khai 

thác đặc điểm chu kỳ dữ liệu tải. Các phương pháp k�t hợp PSO [16], GOA [17], EMD [18], GTA-PSO [19] cũng được 

áp dụng trong STLF. 

Mô hình Prophet-LSTM [20] dự báo tải đỉnh với MAE 8,569 và RMSE 11,68. Mô hình CNN-LSTM [21] dự báo 

tải đỉnh hàng tháng trong 3 năm, đạt độ chính xác cao. Phương pháp PRISMA-P [22] giúp phân tích tổng hợp, lựa chọn 

chi�n lược dự báo tối ưu. Các nghiên cứu AI, ML, DL [23] cải thiện độ chính xác với sai số MAPE tối ưu. Mô hình lai 

CNN-LSTM [24] k�t hợp CNN nhận dạng mẫu và LSTM học đặc trưng tuần tự. Phương pháp trích xuất tính năng đa 

chiều [25] giúp giảm sai số RMSE từ 5% - 12%. Mô hình ANFIS [26] dự báo năng lượng tòa nhà với sai số thấp. Mô 

hình LSTM-GRU-RNN [27] dự báo tải từ dữ liệu SCADA, giúp tối ưu k� hoạch năng lượng và cân bằng cung cầu. 

Luận án đề xuất hai giải thuật chính: GCN-GRU dự báo công suất đỉnh cho ngày tới và Wavelet-HHO-GCN-

LSTM dự báo đồ thị phụ tải 24 giờ. Các mô hình khác được thử nghiệm để đối sánh k�t quả. 
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Luận án này phát triển xây dựng một mô hình dự báo k�t hợp mới là Wavelet-HHO-GCN-LSTM, một phương 

pháp ti�p cận mới và hiệu quả. Mô hình này được thi�t k� để sử dụng các ưu điểm của việc lọc nhiễu và phân tích dữ 

liệu dùng Wavelet, thêm vào đó là khả năng tối ưu hóa của HHO và sức mạnh của mạng nơ-ron học sâu GCN-LSTM 

trong việc mô hình hóa dữ liệu phức tạp. Trong phần k�t quả thực nghiệm, chương này cung cấp một so sánh chi ti�t 

giữa mô hình đề xuất và các mô hình dự báo FF-DNN và R-DNN; SEQ2SEQ-LSTM cho phụ tải điện. K�t quả cho thấy 

mô hình Wavelet-HHO-GCN-LSTM vượt trội về độ chính xác, với giá trị RMSE và MAPE thấp hơn đáng kể so với 

các mô hình so sánh như LSTM, CNN-LSTM và mạng WaveNet, đồng thời chứng t� khả năng dự báo tải điện một 

cách chính xác và đáng tin cậy. 

Bên cạnh việc đạt được sai số thấp hơn so với các mô hình truyền thống, mô hình Wavelet-HHO-GCN-LSTM 

mang lại nhiều ưu điểm nổi bật trong bài toán dự báo đồ thị phụ tải. Trước h�t, bộ lọc Wavelet giúp phân tách dữ liệu 

thành các thành phần tần số khác nhau, loại b� nhiễu và trích xuất đặc trưng hữu ích trước khi đưa vào mô hình học 

sâu, giúp cải thiện đáng kể chất lượng đầu vào. Ti�p theo, thuật toán tối ưu HHO được sử dụng để tinh chỉnh các tham 

số của mô hình, giúp tối ưu hóa quá trình huấn luyện, giảm thiểu sai số và tăng cường khả năng hội tụ. 

Ngoài ra, sự k�t hợp của GCN và LSTM trong mô hình giúp khai thác triệt để mối quan hệ không gian và thời gian 

của dữ liệu phụ tải. GCN có khả năng học được cấu trúc của dữ liệu dưới dạng đồ thị, phù hợp với đặc trưng liên k�t 

phức tạp giữa các trạm bi�n áp, khu vực tiêu thụ điện. Trong khi đó, LSTM giúp ghi nhớ thông tin theo chuỗi thời gian, 

đặc biệt hữu ích trong việc dự báo phụ tải với dữ liệu có sự thay đổi theo mùa và theo giờ. 

K�t quả thực nghiệm cho thấy mô hình đề xuất không chỉ vượt trội về độ chính xác so với các mô hình học sâu 

thông dụng như LSTM, CNN-LSTM, WaveNet, mà còn có tính tổng quát hóa tốt hơn so với các mô hình lai trước đây 

như FF-DNN, R-DNN, Seq2Seq-LSTM. Điều này khẳng định tính hiệu quả của phương pháp ti�p cận mới trong việc 

dự báo phụ tải điện, đặc biệt trong bối cảnh hệ thống điện ngày càng phức tạp và bi�n động mạnh do sự phát triển của 

năng lượng tái tạo và các y�u tố môi trường. 

Nghiên cứu đã tập trung vào lưới điện khu vực Tiền Giang, nhưng khả năng mở rộng mô hình ra các khu vực khác 

với điều kiện kinh t�-xã hội và khí hậu khác biệt có thể chưa được xem xét rõ. Mô hình cần được kiểm chứng tính khả 

dụng và tính linh hoạt để có thể áp dụng cho các vùng với cấu trúc lưới điện khác nhau. Chưa đánh giá cho các nguồn 

dữ liệu, khu vực khác. Nhưng việc sử dụng các phương pháp dự báo có thể xem xét triển khai, và kiểm tra hiệu chỉnh 

trên thực t�. 

2. Kiến nghị 

Luận án đã phân tích và đề xuất các phương pháp dự báo công suất đỉnh và phụ tải. Tuy nhiên, vẫn còn một số hạn 

ch� khi chưa xem xét h�t các y�u tố ảnh hưởng. Nghiên cứu sinh ti�p tục nghiên cứu các bài toán mở rộng như: 

- Dự báo công suất đỉnh và đồ thị phụ tải cho các ngày đặc biệt trong năm, bao gồm các ngày lễ, T�t, hoặc các thời 

điểm có bi�n động lớn về nhu cầu điện, nhằm nâng cao độ chính xác của mô hình trong các tình huống bất thường. 

- Tích hợp giá điện làm y�u tố đầu vào của mô hình dự báo, giúp phản ánh tác động của chính sách giá điện đ�n 

hành vi tiêu thụ, đặc biệt khi có sự điều chỉnh giá theo mùa hoặc theo khung giờ. 

- Xem xét các y�u tố kinh t� - môi trường ảnh hưởng đ�n hành vi tiêu thụ điện, bao gồm GDP, độ ẩm, lượng mưa, 

nhằm đánh giá tác động gián ti�p của các y�u tố này đ�n nhu cầu sử dụng điện trong các lĩnh vực công nghiệp, thương 

mại và dân dụng. 
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KẾT LUẬN – KIẾN NGHỊ 

1. Kết luận 

Luận án “Dự báo phụ tải hệ thống điện” đề xuất mô hình giải quy�t hai bài toán áp dụng dự báo công suất đỉnh và 

đồ thị phụ tải. 

Bài toán 1: Xây dựng mô hình mạng k�t hợp mạng tích chập đồ thị với đơn vị cổng hồi quy GCN-GRU dự báo 

công suất đỉnh. Trong chương 3 của nghiên cứu, nội dung quan trọng đã được luận án thực hiện, bao gồm việc dự báo 

công suất đỉnh Pmax sử dụng thuật toán GCN-GRU. Nhiệm vụ dự báo công suất đỉnh Pmax góp phần quan trọng trong 

nghiên cứu, dựa trên việc phân tích dữ liệu quá khứ Pmax và các y�u tố tác động. Mô hình được đề xuất, gọi là GCN-

GRU, mô hình thử nghiệm được áp dụng với số liệu khu vực lưới điện tỉnh Tiền Giang. Ngõ vào của mô hình dự báo 

là Pmax/giờ, nhiệt độ/giờ và nhân tố tác động theo mùa. K�t quả của giải thuật có sai số phần trăm tuyệt đối trung bình 

bé cụ thể MAPE là 0,0006% và được đối sánh thể hiện trong Bảng 3.2. 

K�t quả dự báo của mô hình cũng được so sánh với các mô hình dự báo mạng học sâu thông dụng như là LSTM, 

CNN-LSTM, mạng WaveNet. Các mô hình dự báo học sâu thông dụng được thử nghiệm trên cùng tập dữ liệu với mô 

hình GCN-GRU (khu vực lưới điện Tiền Giang), dựa vào Bảng 3.2 k�t quả dự báo sai số của mô hình đề xuất GCN-

GRU là bé nhất, chứng t� hiệu năng của mô hình đề xuất được cải thiện, theo hướng ti�p cận mới về mối quan hệ dữ 

liệu trong bài toán dự báo, phụ thuộc theo không gian và thời gian, sai số của mô hình đảm bảo chỉ tiêu đánh giá trong 

bài toán dự báo. K�t quả của nghiên cứu được công bố [69]. 

Bên cạnh việc cải thiện độ chính xác dự báo, mô hình GCN-GRU còn mang lại một số ưu điểm quan trọng so với 

các phương pháp truyền thống. Thứ nhất, việc tích hợp mạng tích chập đồ thị (GCN) giúp khai thác mối quan hệ không 

gian giữa các điểm dữ liệu trong lưới điện, điều mà các mô hình học sâu tuần tự như LSTM hay CNN-LSTM chưa tối 

ưu hóa. Thứ hai, đơn vị cổng hồi quy (GRU) cho phép mô hình ghi nhớ thông tin trong chuỗi thời gian một cách hiệu 

quả, giảm thiểu vấn đề bi�n mất gradient khi làm việc với dữ liệu dài hạn. 

Hơn nữa, k�t quả thử nghiệm trên tập dữ liệu lưới điện tỉnh Tiền Giang cho thấy khả năng tổng quát hóa tốt của 

mô hình, ngay cả khi áp dụng cho các điều kiện thời ti�t và mô hình phụ tải khác nhau. Điều này mở ra tiềm năng ứng 

dụng GCN-GRU cho các khu vực lưới điện khác với đặc điểm vận hành khác biệt, giúp hỗ trợ các nhà vận hành hệ 

thống điện trong việc lập k� hoạch, tối ưu hóa nguồn lực và giảm thiểu rủi ro do sai lệch dự báo. 

Với những ưu điểm này, nghiên cứu không chỉ đề xuất một mô hình có độ chính xác cao mà còn góp phần mở rộng 

hướng ti�p cận mới trong bài toán dự báo phụ tải điện, đặc biệt trong bối cảnh hệ thống điện ngày càng phức tạp với sự 

gia tăng của các nguồn năng lượng tái tạo và sự bi�n động của phụ tải theo không gian và thời gian. 

Bài toán 2: Xây dựng mô hình mạng k�t hợp, bộ lọc Wavelet – thuật toán tối ưu HHO - tích chập đồ thị với bộ 

nhớ dài hạn/ngắn hạn (Wavelet-HHO-GCN-LSTM), dự báo ĐTPT mô hình thử nghiệm được áp dụng với dữ liệu Tiền 

Giang. Ngõ vào của mô hình dự báo là sản lượng/giờ, nhiệt độ/giờ và y�u tố liên quan đ�n mùa. K�t quả của mô hình 

đề xuất có sai số bé, thể hiện cụ thể là sai số phần trăm tuyệt đối trung bình MAPE là 0,54 được so sánh với các mô 

hình khác thể hiện trong. Để thu được k�t quả tốt trong bài toán dự báo ĐTPT nghiên cứu đã xây dựng 3 mô hình DBPT 

dựa trên mạng học sâu thông dụng LSTM, CNN-LSTM, mạng WaveNet. Sai số phần trăm tuyệt đối trung bình MAPE 

lần lượt là 4,6159; 3,7519; và 0,8749 tương ứng. Sai số của 3 mô hình thông dụng đều đạt yêu cầu về sai số. Từ đó dựa 

trên k�t quả khả quan này, nghiên cứu sử dụng 3 mô hình lai trong bài toán dự báo ĐTPT với sự cải ti�n so với các mô 

hình học sâu thông dụng đã được triển khai trước đây như mô hình một FF-DNN R-DNN và mô hình 2 Seq2Seq-LSTM, 

đã được thử nghiệm lại trên dữ liệu Tiền Giang, k�t quả sai số thể hiện trong Bảng 4.4. 
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 Giới thiệu chung về HTĐ Tiền Giang 

Theo tài liệu báo cáo k�t quả thực hiện k� hoạch năm 2021 và năm 2022 của Công ty điện lực Tiền Giang [28]. 

Đặc điểm của lưới điện Tiền Giang bao gồm: Tiền Giang là tỉnh thuộc vùng đồng bằng sông Cửu Long (miền Tây Nam 

Bộ), nằm dọc theo bờ Bắc sông Tiền, một nhánh của sông Mê Kông dài khoảng 120 km. Tiền Giang có 11 đơn vị hành 

chính cấp huyện (8 huyện, 01 thành phố, 02 thị xã) và 173 đơn vị hành chính cấp xã, trong đó thành phố Mỹ Tho là đô 

thị loại I trực thuộc tỉnh Tiền Giang. Khí hậu của Tiền Giang chia thành hai mùa rõ rệt: mùa khô từ tháng 12 đ�n tháng 

4 và mùa mưa từ tháng 5 đ�n tháng 11. Nhiệt độ trung bình hàng năm khoảng 27°C, với lượng mưa hàng năm đạt 

khoảng 1.467 mm. Kinh t� các khu vực trên toàn tỉnh Tiền Giang phát triển không đồng đều chủ y�u tập trung ở khu 

công nghiệp Tân Hương và khu công nghiệp Long Giang dẫn đ�n công suất phụ tải ở các khu vực này có sự chênh lệch 

lớn. Phụ tải chủ y�u tập trung ở các khu công nghiệp phát triển. Ở những khu vực không phát triển phụ tải vào cao điểm 

chủ y�u là phụ tải sinh hoạt, đều này gây khó khăn rất lớn trong vận hành kinh t� hệ thống điện. Các thành phần phụ tải 

được thể hiện trong Hình 1.1. 

 

Hình 1.1: Thành phần cấu thành phụ tải Tiền Giang 

Lưới điện khu vực Tiền Giang thuộc lưới điện quốc gia, do đó việc dự báo phụ tải của khu vực Tiền Giang tuân 

theo các quy định của cục điều ti�t điện lực (Quy�t định Số 07/QĐ-ĐTĐL). Các phương pháp dự báo phụ tải theo quy 

định trước đây: Phương pháp ngoại suy, phương pháp hồi quy, phương pháp hệ số đàn hồi, phương pháp mạng nơ-ron 

nhân tạo, phương pháp tương quan – xu th�, phương pháp chuyên gia, các phương pháp khác. Hiện nay, Phòng điều độ 

thuộc Công ty Điện lực Tiền Giang đang thực hiện dự báo phụ tải theo phương pháp sau: theo phần mềm SPC, phần 

mềm NSMO. Sai số hiện nay trong dự báo của khu vực lưới điện Tiền Giang dao động từ 5% - 10%. Tuy nhiên, thực 

t� cho thấy các phương pháp khi áp dụng vào STLF trong khu vực lưới điện Tiền Giang vẫn còn gặp phải vấn đề về giá 

trị dự báo thấp so với nhu cầu thực t�, kèm với sai số mô hình dự báo lớn, gây khó khăn trong việc lựa chọn đưa ra 

quy�t định hợp lý. 

 Kết luận chương 

Trong chương này nghiên cứu đã giới thiệu được tổng quan về bài toán dự báo phụ tải điện, STLF đóng vai trò 

quan trọng trong việc đảm bảo, vận hành HTĐ hiệu quả và đáng tin cậy. Nghiên cứu đã tổng hợp được tình hình nghiên 

cứu trong và ngoài nước, các phương pháp đã đề xuất, qua đó nghiên cứu đã nắm bắt được các thông tin quan trọng và 

k�t quả đã được được trong bài toán dự báo PTĐ. Nghiên cứu đã cập nhật làm cơ sở cho nghiên cứu trong các chương 

ti�p theo. Ngoài ra trong chương này phản ánh thực trạng tình hình công tác giải quy�t bài toán dự báo tại khu vực lưới 

điện Tiền Giang, sai số mô hình dự báo còn cao, dẫn đ�n vận hành HTĐ còn gặp nhiều khó khăn. Để giải quy�t vấn đề 

tồn tại về sai số mô hình dự báo cao đang gặp phải tại khu vực lưới điện Tiền Giang MAPEe  là 5% đ�n 10%. Nghiên 

cứu ti�p tục giải quy�t vấn đề này trong luận án.  

7%

53%
3%

34%

3%

Nông - Lâm - Thuỷ

Công nghiệp - Xây dựng

Khách sạn - Thương nghiệp

Cơ quan quản lý - Tiêu dùng 
dân cư
Thành phần khác
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CHƯƠNG 2. CƠ SỞ LÝ THUYẾT 

 Phân tích sơ đồ dự báo phụ tải điện 

Dựa trên cơ sở các công trình nghiên cứu trong và 

ngoài nước STLF, mục đích DBPT là ước tính phụ tải 

trong giờ tới, ngày tới [29], trừ các phụ tải có nguồn 

cung cấp điện riêng. Hình 2.1 phân tích sơ đồ dự báo 

PTĐ, cơ sở để lập k� hoạch đầu tư phát triển lưới điện 

phân phối hàng năm, k� hoạch vận hành HTĐ phân 

phối, k� hoạch và k� hoạch vận hành thị trường điện, 

ngoài ra dự báo sản lượng điện của một HTĐ hoặc một 

khu vực cụ thể trong tương lai gần, thường trong 

khoảng thời gian từ một giờ đ�n một tuần. 

Hình 2.1: Sơ đồ phân tích về “Dự báo phụ tải điện” 

Việc phân loại DBPT thành các loại khác nhau đóng vai 

trò quan trọng. Mỗi loại dự báo có đặc điểm riêng và phù hợp 

với các mô hình khác nhau. Do đó việc phân chia này giúp 

nghiên cứu, xây dựng mô hình và thực hiện dự báo một cách 

hiệu quả [30] dưới đây là các loại dự báo: Dự báo tải dài hạn 

(LTLF), Dự báo tải trung hạn (MTLF), Dự báo tải ngắn hạn 

(STLF), Dự báo tải cực ngắn/rất ngắn hạn (VSTLF) 

Chỉ số đánh giá sai số trong bài toán dự báo phụ tải điện: 

Chỉ số đánh giá dự báo được xây dựng với sai số phần trăm 

tuyệt đối trung bình MAPEe và trung bình phương sai số RMSEe  

được biểu diễn bởi [31] 

Hình 2.2: Các loại dự báo phụ tải điện 
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Trong nghiên cứu [32] thống kê chỉ số MAPEe  như sau: 

Bảng 2.1: Tiêu chí đánh giá sai số phần trăm tuyệt 

đối trung bình tham khảo 

MAPE Dự báo 

MAPE  10% K�t quả cao 

10%<MAPE 20% K�t quả tốt 

20%<MAPE 50% K�t quả phù hợp 

MAPE>50% K�t quả thấp 

Hình 2.3: Các phương pháp dự báo phụ tải điện [33] 
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động phụ tải điện, nó có khả năng xử lý quan hệ thời gian phi tuy�n và không ổn định. Ngoài ra, thuật toán HHO tối ưu 

tham số mạng GCN-LSTM, cải thiện khả năng hội tội và độ chính xác của mô hình dự báo. Từ các tính năng vượt trội 

này, nghiên cứu này đã xây dựng nhóm hai phương pháp dự báo ĐTPT điện (mô hình k�t hợp): FF-DNN và R-DNN; 

SEQ2SEQ-LSTM; Bộ lọc Wavelet-HHO-GCN-LSTM, để đối sánh k�t quả của mô hình đề xuất trên cùng tập dữ liệu 

(khu vực lưới điện Tiền Giang). Đối với mô hình FF-DNN và R-DNN và SEQ2SEQ-LSTM có sai số MAPE% là 0,5376 

và 0,5450 tương ứng có hai phương pháp này có sai số đều nh� hơn 1%, chỉ số MAPE% đạt yêu cầu về sai số. Mô hình 

Bộ lọc Wavelet-HHO-GCN-LSTM có sai số MAPE% là 0,5473 cho nhóm phụ tải từ ngày thứ 2 đ�n thứ 6, ngoài ra k�t 

quả mô hình này cũng được so sánh với mô hình HHO-GCN-LSTM (không sử dụng  bộ lọc Wavelet), khi sử dụng mô 

hình HHO-GCN-LSTM sai số MAPE% của mô hình là 0,5828. Điều này chứng t� dữ liệu thu thập được trong quá khứ 

về sản lượng không ổn định và chính xác, bộ tiền xử lý dữ liệu Wavelet góp phần cải thiện sai số của mô hình đáng kể. 

Nhìn chung ba mô hình k�t hợp được đề xuất trong luận án, sai số MAPE% đều nh� hơn 1% đạt yêu cầu về sai số với 

quy định cục điều ti�t điện lực. 

Dựa vào Bảng 4.4 sai số mô hình LSTM và CNN nh� hơn 5% các mô hình còn lại WaveNet; FF-DNN và R-DNN; 

SEQ2SEQ-LSTM; HHO-GCN-LSTM; Bộ lọc Wavelet-HHO-GCN-LSTM đề nh� hơn 1% đáp ứng về yêu cầu sai số 

MAPE trong dự báo. Tránh trường hợp xử lý sự chênh lệch giá trị dự báo và giá trị thực t� (đáy hoặc đỉnh) quá cao, khi 

gặp trường hợp này HTĐ phải xử lý như sau: 

- Đối với chương trình dự báo: giá trị thực sẽ được cập nhật lại vào input của mô hình đề so sánh với giá trị dự báo, 

tính sai số, có thể chạy lại mô hình để cải thiện dự báo. 

- Đối với việc vận hành HTĐ: trong trường hợp công suất đỉnh Pmax, đại lượng Pmax được dùng trong thị trường 

mua bán điện, cung cấp điện (tuần hoặc tháng), phương thức. Thông thường khi gặp sai số giữa giá trị dự báo và giá trị 

thực t� lấy k�t quả dự báo cộng dự trù 5% để chuẩn bị cho việc vận hành HTĐ. Nguyên tắc số liệu sử dụng từ dự báo 

phải lớn hơn giá trị thực t� (không được lớn quá). Trong trường hợp đồ thị phụ tải, ĐTPT được phục vụ trong việc cấu 

trúc lưới điện, phương thức, và đáp ứng phụ tải. Trên lưới điện luôn có dự phòng nhưng n�u có sự khác biệt lớn thì phải 

thay đổi nguồn tạm thời. 
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 Kết quả dự báo tổng thể 

Bảng 4.4: K�t quả dự báo tổng thể 

Model MAPE (%) 

LSTM 4,6159 

CNN-LSTM 3,7519 

WaveNet 0,8749 

FF-DNN và R-DNN 0,5376 

Seq2Seq -LSTM 0,5450 

HHO-GCN-LSTM 0,5828 

Bộ lọc Wavelet -HHO-GCN-LSTM (T2-T6) 0,5473 

Theo k�t quả thể hiện ở Bảng 4.4 k�t quả dự báo đồ thị phụ tải với nhiều phương pháp dự báo khác nhau, được 

chạy thử nghiệm với cùng tập dữ liệu thuộc khu vực lưới điện Tiền Giang. Dựa vào đồ thị hình 5.3, 5.4, 5.5, 5.8, 5.13, 

5.14 các phương pháp có giá trị dự báo và giá trị thực t� bám nhau. Sai số phần trăm tuyệt đối trung bình MAPE% đều 

nh� hơn 5%. Đối với nhóm phương pháp dự báo dựa trên mạng học sâu được dùng phổ bi�n gồm mạng LSTM, CNN-

LSTM, và mạng WaveNet. Cụ thể mô hình dự báo sử dụng LSTM cho k�t quả sai số MAPE% là 4,6159, mô hình CNN-

LSTM có sai số MAPE% đạt giá trị là 3,75, mô hình mạng WaveNet (mạng WaveNet = Wavelet + CNN) có sai số 

MAPE% là 0,8749 nh� hơn 1%. Điều này chứng t� nguồn dữ liệu thu thập được và được áp dụng thử nghiệm cho mô 

hình dự báo bị nhiễu cao trong quá trình thu thập dữ liệu. Trong mạng WaveNet nhờ vào bộ tiền xử lý dữ liệu Wavelet 

trước khi dữ liệu được đưa vào mô hình dự báo, độ tin cậy của nguồn dữ liệu được nâng cao, điều này cũng là cơ sở 

cho nghiên cứu đề xuất mô hình Wavelet-HHO-GCN-LSTM. 

 Kết luận 

Trong chương 4, k� thừa các cong trình nghiên cứu trong nước [6-10] và ngoài nước [11-19]. Nghiên cứu đã xây 

dựng được sơ đồ tổng quan mô hình dự báo ĐTPT (Hình 4.2) thông qua việc phân tích các y�u tố tác động đ�n k�t quả 

của bài toán dự báo ĐTPT điện, nghiên cứu đã xác định được các bi�n ngõ vào của bài toán dự báo ĐTPT điện: sản 

lượng điện quá khứ (MWh), y�u tố thời ti�t – nhiệt độ tương ứng, đặc điểm thời gian. Luận án xây dựng hai nhóm 

phương pháp để dự báo ĐTPT điện, nhóm một được xem là nhóm mô hình dự báo được sử dụng thông dụng bao gồm: 

LSTM; CNN-LSTM; và mạng WaveNet, nhóm hai bao gồm các mô hình k�t hợp: FF-DNN và R-DNN; SEQ2SEQ-

LSTM; và Wavelet-HHO-GCN-LSTM. Đối với nhóm một mô hình LSTM có sai số là 4,6159; CNN-LSTM là 3,7519; 

mạng WaveNet là 0,8749 nhìn chung sai số của cả ba phương pháp điều nh� hơn 5% dựa vào đồ thị hình 4.3; 4.4; và 

4.5 đồ thị dự báo ĐTPT trong đó phương pháp LSTM và CNN-LSTM giá trị dự báo bám tốt. Tuy nhiên, sai số còn cao 

tại các điểm đỉnh. Đối với mô hình mạng WaveNet có sai số vượt trội nhờ vào phép bi�n đổi chất lượng bộ dữ liệu được 

nâng cao cải thiện sai số của mô hình. Từ k�t quả sai số của nhóm phương pháp một nghiên cứu này đã phát triển nhóm 

phương pháp hai, các mô hình dự báo, sử dụng các đặc điểm vượt trội của ưu điểm của các mô hình trong phương pháp 

một. Thứ nhất là bộ lọc Wavelet hỗ trợ phân tích và tách các thành phần tần số trong dữ liệu phụ tải, giúp giảm nhiễu 

và trích xuất thông tin đặc trưng, hiệu quả nhằm cải thiện độ chính xác dự báo nhờ xử lý tín hiệu theo các mức độ phân 

giải khác nhau. Wavelet phù hợp với dữ liệu phi ti�n và không ổn định thường gặp trong bài toán phụ tải. Thứ hai mạng 

CNN tổng quát hoá thành GCN để xử lý dữ liệu phi cấu trúc trên đồ thị thay vì dữ liệu lưới. 

Trong DBPT điện mạng GCN khai thác mối quan hệ không gian giữa các nét nâng cao độ chính xác của mô hình 

dự báo. Thứ ba sử dụng mạng LSTM xử lý hiệu quả chuỗi thời gian, ghi nhớ thông tin dài hạn, phù hợp với sự bi�n 
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 Mạng bộ nhớ dài – ngắn hạn LSTM 

Từ khuy�t điểm của mạng RNN cổ điển (xử lý nhớ bước dài), 

LSTM là một mạng cải ti�n của RNN. LSTM là bộ nhớ dài – ngắn 

hạn/bộ nhớ ngắn – dài/hạn là một trong những mạng thần kinh nhận 

tạo được sử dụng trong lĩnh vực học sâu, không giống như các 

mạng nơron thần kinh truyền thẳng. LSTM bao gồm các k�t nối 

phản hồi. LSTM không chỉ xử lý các điểm dữ liệu đơn lẻ, mà còn 

xử lý toàn bộ dữ liệu thông qua cổng điều khiển. 

                                                                                       Hình 2.4: Cấu trúc bên trong của LSTM [34] 

( )1, tt i t x ii W h b −
 =  +   (2.3) 

( )1, tt f t x ff W h b −
 =  +   (2.4) 

( )( )1 1,tanh
tt t t t c t x cC f C i W h b− −

 =  +   + 

 (2.5) 

( )1, tt o t x oO W h b −
 =  +   (2.6) 

( )tanht t th O C=   (2.7) 

Hình 2.5: Ki�n trúc mạng WaveNet [35] 

 Mạng WaveNet (Mạng WaveNet = phép biến đổi Wavelet + CNN) 

Mạng WaveNet được thi�t k� để tạo dạng sóng âm thanh thô [36], [37]. Mô hình mạng WaveNet có thể được mở 

rộng ra ngoài âm thanh để áp dụng cho bất kỳ loại vấn đề dự báo chuỗi thời gian, để nắm bắt các mối phụ thuộc dài hạn 

mà không cần quá nhiều tham số. 

 Nút hồi quy có cổng GRU 

Trong nghiên cứu [38], [39] mạng bộ nhớ dài hạn/ngắn (LSTM) có thể giải 

quy�t vấn đề bùng nổ gradient và bi�n mất gradient trong RNN, và LSTM đã 

được sử dụng rộng rãi trong lĩnh vực xử lý dữ liệu trong những năm gần đây. 

GRU là một bi�n thể của LSTM với ít đơn vị nội bộ hơn; nó k�t hợp cổng 

đầu vào và cổng quên thành một cổng cập nhật. Nó dễ thực hiện quy trình đào 

tạo và ti�t kiệm thời gian tính toán hơn so với LSTM. Cấu trúc phụ của GRU 

được thể hiện trong                                                                                                              Hình 

2.6 chỉ có hai cổng: cụ thể là cổng cập nhật và cổng đặt lại. Mô tả toán học của 

nó được thể hiện trong công thức (2.19). 

                                                                                                             Hình 2.6: Ki�n trúc GRU [38] 

 ( )
 ( )

 ( )
( )

( )

1

1

1

1

0

. ,

. ,

. ,

.

t r t t

t z t t

t t t th

t t t t t

t t

r W h x

z W h x

h W r h x

h I z h z h

y W h









−

−

−

−

 =

 =


= 


= −  + 
 =


 (2.8) 
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 Phép biến đổi Wavelet 

Nghiên cứu [40], [41], [42], phương pháp bi�n đổi Wavelet 

được sử dụng nhiều trong các nghiên cứu, mục đích của bộ lọc 

Wavelet: dựa vào khả năng phân tích, chuyển đổi dữ liệu từ miền 

thời gian sang miền tần số và ngược lại. Việc chuyển đổi sử dụng 

các bộ Wavelet giúp phân tích dữ liệu ở các tần số khác nhau, qua 

đó áp dụng các hệ số lọc lên các thành phần tần số khác nhau giúp 

giảm bớt nhiễu mà vẫn giữ được thông tin quan trọng, đặc trưng 

dữ liệu mô hình toán Wavelet như sau: 

Một lớp các hàm số có bình phương khả tích có thể biểu diễn 

bằng phép bi�n đổi Wavelet. 

Một trong những ứng dụng quan trọng của phép bi�n đổi 

wavelet là lọc nhiễu, đặc biệt là trong xử lý hình ảnh và tín hiệu. 

Wavelet có khả năng tách biệt thông tin hữu ích kh�i nhiễu do nó 

cho phép phân biệt giữa các thành phần ở các mức độ chi ti�t khác 

nhau. Trong quá trình lọc nhiễu, các hệ số wavelet mà phản ánh 

nhiễu thường nh� hơn và có thể được giảm bớt hoặc loại b�, trong 

khi giữ lại các hệ số đại diện cho thông tin quan trọng. 

Hình 2.7: Lưu đồ giải thuật bộ lọc Wavelet 

( ) ( ) ( )
22f x L R f x dx



−

         (2.9) ( ),

1
s

x
x

ss



 

− 
=  

 
 với , ,s R   0s 

(2.10) 

Mô hình áp dụng phép bi�n đổi Wavelet vào lọc dữ liệu cho dự báo phụ tải 

Bước 1: dữ liệu đầu vào thô 

Bước 2: thực hiện bi�n đổi dữ liệu dùng hàm logarit ( )logy x=  (giảm bật dữ liệu) 

Bước 3: vẽ đồ thị kiểm tra dữ liệu có tính xu hướng không 

Bước 4: tính mật độ xác suất PDF cho y  

( )
( )2

22
1

2

x

f x e




 

−
−

=       (2.11) 

1

1
TX X

n
 =

−
                  (2.12) 

Bi�n đổi Z : Z XW=       (2.13) 

- Ma trận hiệp phương sai: 
1

1
TX X

n
 =

−
(2.14) 

- Phương trình giá trị riêng:   =      (2.15) 

- Bi�n đổi dữ liệu: Z XW=                         (2.16) 

Bước 5: Tính Dendrogram theo các nhóm Thứ 7 

và Chủ nhật để tách thành các nhóm giờ. 

Công thức Dendrogram 

( ) ( )
2

1
,

n

i j ik jkk
d x x x x

=
= −                  (2.17) 

Khoảng cách giữa các cụm: Liên k�t đơn: 

( ) ( ) , min , | ,i j i jd A B d x x x A x B=           (2.18) 

Liên k�t hoàn chỉnh: 

( ) ( ) , max , | ,i j i jd A B d x x x A x B=        (2.19) 

Thuật toán phân cụm thứ bậc: 

Bước 1: Tính toán khoảng cách giữa tất cả các cặp điểm trong tập dữ liệu. 

Bắt đầu

Bi�n đổi dữ liệu y = 
logx

Bộ dữ liệu có thể 
hiện tính xu hướng

Tính mật độ xác suất 
PDF

Thực hiện bộ lọc Wavelet

Kiểm tra dữ liệu có dạng 
phân phối chuẩn

Chuyển đổi Wavelet phân 
tích tần số cao, thấp

Áp dụng lọc với các bộ hệ 
số

Khôi phục dữ liệu sau lọc 
dùng bộ chuyển đổi 

Wavelet

Đưa dữ liệu vào thực hiện 
giải thuật dự báo

Tính PCA và PDF
Phân tách dữ liệu 
theo ngày trong 

tuần

Áp dụng dendrogram để 
phân nhóm giờ có tương 

quan về phụ tải

Khử dữ liệu 
Dữ liệu 

mới
Ổn định dữ liệu

Đúng

Sai

Đúng

Sai

Kiểm tra dữ liệu phân 
phối chuẩn ?

Đúng

Sai

Đánh giá sai số 
k�t quả dự báo

K�t thúc

Nhập dữ 
liệu đầu vào
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mô hình RMSprop-WaveNet, MAPE đã giảm xuống còn 0,51. Thuật toán HHO được đề xuất được tối ưu hóa cho mạng 

WaveNet, k�t quả được cải thiện đáng kể với MAPE là 0,3%. 

Tóm lại, HHO được thi�t k� để hoạt động hiệu quả trong không gian tham số rộng nhờ khả năng khám phá và khai 

thác tốt, giúp tìm ki�m tối ưu trên các miền tham số lớn và phức tạp. Khả năng chuyển đổi linh hoạt giữa tìm ki�m và 

khai thác trong HHO giúp cân bằng hiệu quả giữa việc duyệt toàn bộ không gian tham số và tối ưu hoá cục bộ, điều này 

cho phép HHO tránh rơi vào cực trị cục bộ và cải thiện chất lượng tính toán. Ngoài ra, thuật toán HHO giảm đáng kể 

thời gian tính toán so với các phương pháp cổ điển nhờ vào cơ ch� tối ưu hoá đơn giản và hiệu quả trong việc hội tụ 

nhanh đ�n vùng tối ưu. Đây là các y�u tố làm cho HHO phù hợp với các bài toán có không gian tham số lớn và phức 

tạp. 

Kết quả dự báo mô hình đề xuất dự báo ĐTPT 

 

Hình 4.13: K�t quả dự báo ĐTPT dùng mạng HHO-GCN-

LSTM 03/10/2022 – 09/10/2022 

Dựa vào Hình 4.13, có thể thấy rằng 

phương pháp HHO-GCN-LSTM cho k�t 

quả dự báo tốt hơn so với mạng WaveNet 

khi áp dụng vào dữ liệu thực t�. Sai số 

MAPE% là 0,5828, một số điểm đáy tại các 

ngày 09/03/2023 và 10/03/2023 có sự sai 

lệch cao hơn. 

 

Dự báo đồ thị phụ tải dùng Wavelet-HHO-GCN-LSTM 

 

Hình 4.14: K�t quả dự báo ĐTPT dùng Bộ lọc Wavelet-HHO-GCN-LSTM từ ngày 03/10/2022 – 07/10/2022 

Dựa vào đồ thị k�t quả Hình 4.14 k�t quả dự báo từ ngày 03/10/2022 đ�n 07/10/2022 có thể thấy rằng mô hình 

Wavelet-HHO-GCN-LSTM cho k�t quả dự báo rất tốt khi áp dụng vào dữ liệu thực t�. 
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đ�n ngày 04/12/2023 của khu vực lưới điện Tiền Giang 

nhằm giảm thiểu các dữ liệu nhiễu và những dữ liệu sai 

lệch trong quá trình thu thập dữ liệu. Dữ liệu sau khi xử 

lý được làm đầu vào cho mô hình đề xuất. 

Hình 4.12 minh hoạ mô hình tích hợp giữa bộ tiền 

xử lý dữ liệu Wavelet k�t hợp với giải thuật HHO-GCN-

LSTM. Trong GCN-LSTM các trọng số trong quá trình 

huấn luyện nhờ vào thuật toán tối ưu hoá HHO. Dữ liệu 

sau khi được lọc bằng bộ lọc Wavelet được chưa thành 

hai bộ dữ liệu: 80% nguồn dữ liệu dùng để huấn tạo mô 

hình, 20% còn lại dùng để dự báo. 

Hình 4.12: Giải thuật đề xuất tích hợp Bộ lọc 

Wavelet – HHO – GCN – LSTM 

Nghiên cứu [73], HHO thường được dùng để tối ưu 

hóa các bài toán phức tạp như: mạng lưới phân phối điện, các bài toán đa mục tiêu, tối ưu hóa trong học máy. Trong 

thuật toán HHO, rabbitX  không được tính toán trực ti�p bằng một công thức cụ thể, mà nó là vị trí tốt nhất hiện tại trong 

quần thể, tương ứng với cá thể có giá trị hàm fitness nh� nhất (hoặc tốt nhất, tuỳ thuộc vào bài toán tối ưu). 

Bảng 4.2: Thông số huấn luyện mạng HHO-GCN-LSTM 

Tham số trong mô hình huấn luyện Giá trị 

Learning rate (Tần suất huấn luyện) 0,03 
Dim (Số chiều mẫu đầu vào đưa vào từng lần huấn luyện) 24 
Lb (Giá trị thấp nhất của dữ liệu) 0 
Ub (Giá trị cao nhất của dữ liệu) 5000 
Popsize (Kích thước phần tử cho thuật toán tối ưu sử dụng cho mạng huấn luyện) 50 
Maxiter (Số Chu kỳ lặp cho thuật toán tối ưu sử dụng cho mạng huấn luyện) 100 
Epochs (Số lần lặp huấn luyện) 25 
Bach_size (Kích thước khung dữ liệu được lấy trên 1 lần lặp huấn luyện) 10 

Tương tự dự báo phụ tải đỉnh, k�t quả dự báo từ sau mô hình huấn luyện dưới dạng số thập phân trong miền [0, 1] 

được áp dụng chuyển đổi ngược với hàm chuẩn hóa ban đầu (có sử dụng hàm logarit và hàm mũ) và được cộng với giá 

trị cơ sở ban đầu – được dùng trong quá trình chuyển đổi dữ liệu sang các nhóm phân phối chuẩn. Sau khi chuyển đổi 

ngược giá trị về miền giá trị thực, k�t quả sau sẽ được đánh giá sai số với giá trị thực t�. 

So sánh thuật toán HHO với các thuật toán tối ưu khác 

K�t quả nghiên cứu thể hiện trong Bảng 4.3 cho 

thấy hiệu suất của các mô hình được đề cập. Mô hình 

HHO-WaveNet hoạt động tốt hơn các mô hình SGD-

WaveNet, Adagrad-WaveNet, RMSprop-WaveNet, và 

Adam-WaveNet chỉ số sai số phần trăm tuyệt đối trung 

bình, MAPE cho thấy rõ tính ưu việt của phương pháp 

đề xuất. Trong đó, mô hình đề xuất cho các số liệu thấp 

hơn nhiều so với các phương pháp được so sánh. 

Bảng 4.3: K�t quả dự báo của các thuật toán tối 

ưu k�t hợp mạng WaveNet 

Mô hình RMSE MAPE (%) 

SGD- WaveNet 101,48 0,58 

Adagrad-WaveNet 323,74 1,69 

Adam-WaveNet 1062,31 4,49 

RMSprop-WaveNet 95,93 0,51 

HHO-WaveNet 56,13 0,30 
 

Theo k�t quả thể hiện trong Bảng 4.3, mô hình dự báo sử dụng Adam-WaveNet có sai số cao nhất MAPE là 4,49. 

Các mô hình Adagrad-WaveNet và SGD-WaveNet cho k�t quả lỗi MAPE tốt hơn lần lượt là 1,69% và 0,58%. Trong 

Tính giá trị Fitness 
(RMSE) của Chim ưng

Xrabbit = vị trí của con 
mồi (Vị trí tối ưu)

Đánh giá năng lượng 
của con mồi bằng 

phương trình (3.40)

E � ���

HHO 
Thực hiện thăm dò

Nếu điều kiện 
đạt được

Tạo ngẫu nhiên r

Khai thác được thực hiện 
bằng phương trình 

(2.41), (2.43), và (2.44)

Không

Không

Có

Có

Nhận các thông số tối ưu

Giai đoạn đào tạo được 
thực hiện dựa trên 80% 

tập dữ liệu 

Giai đoạn kiểm tra được 
thực hiện dựa trên 20% 

tập dữ liệu 

Dự báo đồ thị phụ tải

Mô hình dự báo

Bộ lọc

Đặt các tham số ban đầu 
(batch size, maximum 
epochs, number of 
hidden layers,�� as 
Hawks

Dữ liệu thô 

Xác định cấu trúc GCN-
LSTM

80%

20%

Khởi tạo quần 
thể Chim ưng 
ngẫu nhiên

Dữ liệu thô 
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Bước 2: Tìm cặp cụm có khoảng cách nh� nhất và hợp nhất chúng thành một cụm mới. 

Bước 3: Tính toán lại khoảng cách giữa cụm mới và tất cả các cụm còn lại. 

Bước 4: Lặp lại bước 2 và 3 cho đ�n khi tất cả các điểm được hợp nhất thành một cụm duy nhất. 

Bước 5: Thực hiện lọc Wavelet với các nhóm dữ liệu trên Thứ 7, Chủ nhật các nhóm theo giờ và các ngày còn lại 

là một nhóm áp dụng lọc với các bộ hệ số lên dữ liệu đã bi�n đổi trên các miền tần số, bi�n đổi ngược: khôi phục dữ 

liệu từ miền tần số sang miền thời gian. 

Bước 6: Sử dụng dữ liệu sau lọc vào dự báo 

 Giải thuật HHO 

Trong nghiên cứu [43], [44], mô hình hoá các giai đoạn khám phá và khai thác của 

HHO được đề xuất lấy cảm hứng từ việc khám phá con mồi, vồ bất ngờ và các chi�n lược 

tấn công khác nhau của diều hâu Harris. HHO là một kỹ thuật tối ưu hóa không có độ dốc, 

dựa trên quần thể. Do đó, nó có thể được áp dụng cho bất kỳ bài toán tối ưu hóa nào. 

Hình 2.8: Các giai đoạn HHO  

- Giai đoạn thăm dò 

( )
( ) ( ) ( )

( ) ( )( ) ( )( )
1 2

3 4

2 0.5
1

0.5

rand rand

rabbit m

X t r X t r X t q
X t

X t X t r LB r UB LB q

 − − 
+ = 

− − + − 

 (2.20) 

( ) ( )
1

1 N

m t
i

X t X t
N =

=   (2.21) 

- Chuyển đổi từ thăm dò sang khai thác 

02 1
t

E E
T

 
= − 

 

 (2.22) 

- Giai đoạn khai thác 

- Vây bắt nhẹ 

( ) ( ) ( ) ( )1 rabbitX t X t E JX t X t+ =  − −  (2.23) 

( ) ( ) ( )rabbitX t X t X t = −  (2.24) 

- Vây bắt gắt gao 

( ) ( ) ( )1 rabbitX t X t E X t+ = −   (2.25) 

Hình 2.9: Ví dụ về vectơ tổng thể trong trường hợp bị 

vây bắt gắt gao [43] 

- Vây bắt mềm với ti�n nhanh liên tục 

( ) ( ) ( )rabbit rabbitY X t E JX t X t= − −  (2.26) 

( )Z Y S LF D= +   (2.27) 

( )
( )

1

1 1

2

1 sin
2

0.01 ,
1

2
2

r
u

LF x

v r















− 
 
 

  
+      =  =

 + 
   

  

 (2.28) 

Hình 2.10: Ví dụ về các vectơ tổng thể trong trường hợp vây bắt 

mềm với ti�n nhanh liên tục [43] 
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( )
( ) ( )( )
( ) ( )( )

1
Y if F Y F X t

X t
Z if F X F X t

 
+ = 



   (2.29) 

- Vây bắt gắt gao với ti�n nhanh liên tục 

( )
( ) ( )( )
( ) ( )( )

1
Y if F Y F X t

X t
Z if F X F X t

 
+ = 



    (2.30) 

( ) ( ) ( )rabbit rabbit mY X t E JX t X t= − −    (2.31) 

( )Z Y S LF D= +         (2.32) 

 Lý thuyết mô hình GCN  

Nghiên cứu [45], [46], [47], mạng tích chập đồ thị GCN: Trích xuất được đặc trưng không gian và thời gian từ 

nguồn dữ liệu thu thập. 

Định nghĩa bi�u di�n dữ liệu theo không gian: sự phụ thuộc không gian của dữ liệu là mối quan hệ giữa các giá trị 

phụ tải tại các nút trong cùng một thời điểm xét, là y�u tố then chốt trong việc giải quy�t bài toán DBPT. 

Đối với DBPT đỉnh:  

( )

0
max1 1

0
max 2 2

0
max3 3

, t t

P T

G V E X G P T

P T

 
 

= = = =  
 
 

    (2.33) 

Đối với dự báo đồ thị phụ tải: 

( )

0
1 1

0
24 24

, t t

A T

G V E X G

A T

 
 

= = = =  
 
 

   (2.34) 

  ( )( )1 1,..., , ,..., ,t t T t n t tX X f G X X X+ + − −= (2.35) 

 

Hình 2.11: Mạng chuyển đổi GCN và GRU 

 

(a)                                 (b) 
Hình 2.12: Mô hình mẫu cho mạng GCN 

 Kết luận chương 

Chương 2 nghiên cứu đã tập trung vào việc phân tích các y�u tố ảnh hưởng đ�n hành vi tiêu thụ điện dựa trên tập 

dữ liệu quá khứ thu được từ số liệu lưới điện Tiền Giang, nhằm lựa chọn các bi�n đầu vào trong mô hình dự báo đề 

xuất. Thêm vào đó nghiên cứu đã nêu được lý do, vai trò và tầm quan trọng trong dự báo, phân loại dự báo và tổng hợp 

các phương pháp dự báo PTĐ từ phương pháp cổ điển và mạng học sâu các mô hình k�t hợp. Ngoài ra trong chương đã 

trình bày đầy đủ các mạng học sâu được sử dụng trong nghiên cứu. Đặc biệt xây dựng lưu đồ giải thuật bộ lọc Wavelet, 

nhằm xử lý dữ liệu đầu vào nâng cao nguồn chất lượng dữ liệu trước khi đưa vào mô hình dự báo, ngoài ra thuật toán 

HHO được đề xuất nhằm tối ưu hoá bộ trọng số mạng nơron học sâu GCN-LSTM trong quá trình huấn luyện mạng tạo 

mô hình dự báo ĐTPT. Sau cùng nghiên cứu đã xây dựng được mô hình tổng quan dự báo PTĐ nói chung dựa trên 

mạng học sâu, làm tiền đề cho chương 3 và chương 4. 
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4.3.2. Dự báo đồ thị phụ tải sử dụng mô hình Seq2Seq-LSTM 

Luận án đã đề xuất mô hình thứ hai để dự báo ĐTPT, 

nhằm cải thiện độ chính xác của k�t quả dự báo đồ thị 

phụ tải điện so với mô hình thứ nhất. Mô hình đã phát 

triển từ dự báo chuỗi sang chuỗi bằng cách k�t hợp nhiều 

mạng LSTM, đầu vào không đều, mô hình này hỗ trợ ngõ 

vào và ngõ ra có độ dài thay đổi được, nhằm cải thiện ở 

mô hình một, nâng cao độ chính xác của k�t quả dự báo. 

Thực chất của Seq2Seq-LSTM là mạng LSTM được áp 

dụng để mã hoá và giải mã. Đầu vào của bộ mã hoá là 

một chuỗi có độ dài thay đổi được sau đó chuỗi dữ liệu 

đầu vào được chuyển đổi ở một trạng thái đã được mã 

hoá nhờ vào mạng LSTM. Bộ giải mã thực chất cũng là 

một mạng LSTM, nó chuyển đổi trạng thái mã hóa từ 

định dạng cố định thành chuỗi có độ dài thay đổi được. 

Được gọi là mô hình mã hoá – giải mã được minh hoạ 

trong Hình 4.9. 

Đầu vào

Đầu vào

Đầu raBộ mã hoá Bộ giải mãTrạng thái

 

Hình 4.9: Sơ đồ mã hoá – giải mã. 

Load1 Load2 Loadm
...

x1 x2 xn
...

LSTM LSTM LSTM...

LSTM LSTM LSTM...

( ),l l l
n nz c h=

1 2
1 1,c c

1 2
1 1,h h

1 2
2 2,c c

1 2
2 2,h h

1 2
1 1,n nc c− −

1 2
1 1,n nh h− −

1 2,n nc c

1 2,n nh h

1 2
1 1,c c

1 2
1 1,s s

1 2
2 2,c c

1 2
2 2,s s

1 2
1 1,m mc c− −

1 2
1 1,m ms s− −

1y
2y my

1y 1my −Start 

 

Hình 4.10: Mô hình Seq2Seq-LSTM 

Hình 4.10 mô tả mô hình LSTM k�t hợp Seq2Seq 

được đề xuất để tiên đoán đồ thị phụ tải điện. Chuỗi dữ 

liệu đầu vào ( )1 2, ,..., nx x x x= , nó được mã hoá 

nhờ vào mạng LSTM đa tầng, và trạng thái ẩn 

( )1 2, ,..., nh h h h=  đầu ra của tầng LSTM thứ nhất dùng 

làm đầu vào mạng LSTM thứ hai. 

 

Hình 4.11: K�t quả dự báo ĐTPT dùng mạng Seq2Seq-LSTM ngày 03/10/2022 – 09/10/2022 

4.3.3. Dự báo đồ thị phụ tải sử dụng mô hình bộ lọc Wavelet-HHO-GCN-LSTM 

Trong bài toán STLF, luận án này đã đề xuất mô hình HHO-GCN-LSTM, có xem xét đ�n độ tin cậy của bộ dữ liệu 

đầu vào nhờ vào bộ tiền xử lý dữ liệu đầu vào Wavelet [79], [80], dữ liệu là nguồn sản lượng điện từ ngày 01/01/2020 
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4.3.1. Dự báo đồ thị phụ tải sử dụng FF-DNN và R-DNN 

 

Hình 4.7: Ki�n trúc mô hình FF-DNN và R-DNN 

Luận án đề xuất mô hình thứ nhất trong bài toán dự báo 

ĐTPT một k�t hợp sử dụng các kỹ thuật học sâu như FF-DNN 

và R-DNN, sơ đồ thuật toán được thể hiện như Hình 4.7 

phương pháp này cho k�t quả dự báo nhanh hơn và chính xác 

hơn. Nghiên cứu đề xuất rằng chi�n lược thuật toán để dự báo 

ngắn hạn dựa trên các kỹ thuật học sâu, trong đó k�t quả của 

mỗi mô-đun trước được dùng làm đầu vào cho các mô-đun 

ti�p theo. 

Bảng 4.1: Các thông số mô ph�ng 

Thông số đầu vào Các giá trị 

Tổng thời gian lấy mẫu 34416 

Dữ liệu huấn luyện 27533 

Dữ liệu thử nghiệm 6883 

Thuật toán huấn luyện trainlm 

Các ngày trong tuần [1 ~ 7] 

Giờ trong ngày [0 ~ 23] 

Learning rate (Tần suất huấn luyện) 0,05 

Dim (Số chiều mẫu đầu vào đưa vào từng lần huấn luyện) 3 

Lb (Giá trị thấp nhất của dữ liệu) 0 

Ub (Giá trị cao nhất của dữ liệu) 5000 

Popsize (Kích thước phần tử cho thuật toán tối ưu sử dụng cho mạng huấn luyện) 50 

Maxiter (Số Chu kỳ lặp cho thuật toán tối ưu sử dụng cho mạng huấn luyện) 100 

Epochs (Số lần lặp huấn luyện) 25 

Bach_size (Kích thước khung dữ liệu được lấy trên 1 lần lặp huấn luyện) 10 

 

Hình 4.8: K�t quả dự báo ĐTPT dùng mạng FFDNN-RDNN từ ngày 03/10/2022 – 09/10/2022 
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CHƯƠNG 3. DỰ BÁO PHỤ TẢI ĐỈNH 

 Giới thiệu vấn đề nghiên cứu 

Phụ tải đỉnh là giá trị cực đại của đường cong nhu cầu điện trong ngày [64]. Dự báo phụ tải đỉnh đóng vai trò quan 

trọng trong huy động, phối hợp và lập k� hoạch vận hành HTĐ, đảm bảo lưới điện ổn định và đáp ứng chính sách môi 

trường. Tuy nhiên, dự báo chính xác vẫn là thách thức do tính phi tuy�n và nhiễu động của dữ liệu. Các mô hình chuỗi 

thời gian và hồi quy truyền thống gặp khó khăn trong việc nắm bắt quan hệ phi tuy�n giữa đầu vào và đầu ra. Dữ liệu 

chuỗi thời gian có dung lượng lớn, phi tuy�n và nhiễu động, đòi h�i các thuật toán tiên ti�n hơn. Xu hướng hiện nay là 

k�t hợp mô hình thống kê với máy học và học sâu để cải thiện hiệu suất dự báo [65]. 

Mô hình RNN-LSTM [40] dự báo phụ tải đỉnh với MAPE 8,6%, nh� hơn tiêu chuẩn 10%. Dự báo phụ tải đỉnh 

ngày là y�u tố quan trọng trong lưới điện thông minh, giúp tối ưu hóa cân bằng tải [64]. Mô hình đa độ phân giải [66] 

k�t hợp thông tin độ phân giải cao và thấp để dự báo thời điểm và kích thước phụ tải đỉnh, giúp giảm chi phí năng lượng 

khi áp dụng biện pháp ti�t kiệm trong giờ cao điểm. Mô hình Bi-LSTM chuỗi sang chuỗi [67] dự báo phụ tải đỉnh 24 

giờ tới, có thể áp dụng cho cả ngày lễ và ngày bình thường. Tuy nhiên, dữ liệu ngày lễ thường hạn ch�, gây khó khăn 

trong dự báo chính xác. Nghiên cứu [41] [68] xây dựng mô hình tổng quát hóa dự báo công suất đỉnh Pmax dựa trên dữ 

liệu quá khứ và các y�u tố không gian, thời gian. Qua đó, nghiên cứu đã xây dựng khái quát hoá mô hình dự báo công 

suất đỉnh Pmax (Hình 3.1). 

Dữ liệu lịch sử 
Tiền Giang (4 năm)

- Dữ liệu phụ tải đỉnh (3 
điểm đỉnh trong ngày) 
trong n ngày lịch sử

- T0 quá khứ, y�u tố mùa

Mô hình dự 
báo phụ tải 

đỉnh (Pmax)

Dữ liệu dự báo phụ tải 
đỉnh trong 1 tuần tới (7 
ngày, bao gồm T7, CN)

 

Hình 3.1: Quy trình thực hiện dữ liệu cho dự báo phụ tải đỉnh 

Các bi�n đầu vào được xác định bởi các y�u tố tác động đ�n 

hành vi tiêu thụ điện năng từ Hình 3.1 luận án đề xuất giải thuật dự 

báo công suất đỉnh cho ngày tới, mô hình k�t hợp GCN-GRU, sai 

số phần trăm tuyệt đối trung bình MAPE là chỉ số đánh giá hiệu 

suất của mô hình đề xuất. 

Hình 3.2 minh họa sơ đồ tổng quan mô hình dự báo Pmax dựa 

trên mạng học sâu, với dữ liệu ngõ vào bao gồm phụ tải đỉnh, nhiệt 

độ tại thời điểm Pmax và y�u tố thời gian. Dữ liệu này sau đó được 

chuẩn hóa, nhằm giảm sự khác biệt về thang đo giữa các bi�n đầu 

vào đảm bảo tính đồng nhất, chất lượng và hiệu quả của quá trình 

huấn luyện mô hình. Ti�p theo, dữ liệu được chia thành hai phần: 

80% dùng để huấn luyện và chọn mô hình trong GCN-GRU, 20% 

còn lại dùng để chạy dự báo. 

Hình 3.2: Sơ đồ tổng quan mô hình dự báo Pmax 

 Phân tích và đánh giá dữ liệu quá khứ công suất đỉnh khu vực lưới điện Tiền Giang 

Dựa vào phân tích dữ liệu phụ tải đỉnh trong một tuần như Hình 3.3, khung đ� đánh dấu cho mẫu 1 ngày. Trong 

một ngày được thể hiện trên đồ thị cho thấy dữ liệu phân bố chia phụ tải đỉnh thành 3 điểm cao nhất trong ngày, và các 

ngày còn lại trong tuần cũng tương đồng có 3 đỉnh tương tự. Đối với ngày cuối tuần (Chủ Nhật) thì khác biệt các đỉnh 

không rõ rệt (thể hiện hoạt động sử dụng điện giảm đáng kể). Qua đó, nghiên cứu phân tích theo đặc điểm thực t� của 

Dữ liệu ngõ vào

Chuẩn hoá 
dữ liệu

Huấn luyện 
bằng mô hình 

GCN-GRU

Mô hình dự 
báo GCN-GRU

Kết quả dự 
báo Pmax (24 

giờ tới)

Đánh giá sai số 
MAPE

Dữ liệu thử 
nghiệm

Thời ti�t (t0) Thời gian ( giờ, 
ngày, tuần lễ,� Phụ tải đỉnh

Dữ liệu 
huấn luyện

80%

20%
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phụ tải đỉnh khu vực lưới điện Tiền Giang; thực hiện chia phụ tải đỉnh trong ngày thành 3 nhóm khung giờ: từ 0h đ�n 

11h00, từ 11h00 đ�n 17h00 và từ 17h00 – 23h59. Nghiên cứu chọn các điểm phụ tải đỉnh (phụ tải cao nhất tại mỗi 

khung giờ) và tương ứng với dữ liệu nhiệt độ tại 

các điểm phụ tải đỉnh đó. K�t quả mối quan hệ 

giữa phụ tải đỉnh theo 3 khung giờ và nhiệt độ 

được thể hiện như Hình 3.3. 

Hình 3.3: Phụ tải đỉnh và nhiệt độ theo 

khung giờ trong 1 tuần của Tiền Giang 

 Mô hình đề xuất dự báo công suất 

đỉnh Pmax – áp dụng dữ liệu Tiền 

Giang 

3.3.1. Kiến trúc 1 ô nhớ GCN-GRU 

Hình 3.4 minh hoạ, bên trái là mô hình GCN và bên 

phải là cấu trúc cụ thể của một ô GRU. Công thức (2.21) 

GCN-GRU trích xuất được các đặc điểm không gian và thời 

gian của nguồn dữ liệu, phục vụ việc giải quy�t được dự báo 

phụ tải đỉnh. 

Hình 3.4: Ki�n trúc chi ti�t của một đơn vị GCN-GRU [41] 

3.3.2. Phân tích dữ liệu phụ thuộc vào không gian 

( ),tX G V E= =  (3.1

0
max1 1

0
max 2 2

0
max3 3

t

P T

G P T

P T

 
 

=  
 
 

 (3.2) 

( )0
maxE P T= −  (3.3) 

 1 2 3, ,V E E E=  (3.4) 

3.3.3. Phân tích dữ liệu phụ thuộc theo thời gian 

  ( ) ,NxP
t Dngay Dngay

X X G V E= =  (3.5) 

3.3.4. Mối tương quan giữa không gian và thời gian công suất đỉnh 

 

Hình 3.5: Mối quan hệ sự phụ thuộc không 

gian và thời gian 

Nghiên cứu [41], dữ liệu trong bài toán DBPT 

đỉnh thể hiện sự phụ thuộc theo Hình 3.5. 

 

 

 

3.3.5. Mô hình đề xuất 

P1

P2

P3

T0
2

T0
1

T0
3

P 1

P 2

P 3

T0
2

T0
1

T0
3

Dữ liệu theo thời gian

Pn

Pn

Pn

T0
2

T0
1

T0
3

Ngày 1 Ngày 2 Ngày n

16 
 

 Mô hình dự báo đồ thị phụ tải thông dụng 

 Mô hình đề xuất dự báo đồ thị phụ tải 

 

Hình 4.6: Biểu diễn sự phụ thuộc giữa không 

gian và thời gian trong tập dữ liệu của bài toán 

DBPT điện 

 

 

 

 

Hình 4.3: K�t quả dự báo ĐTPT dùng mạng LSTM 

ngày 03/10/2022 – 09/10/2022 

 

Hình 4.4: K�t quả dự báo ĐTPT dùng mạng CNN-

LSTM từ 03/10/2022 – 09/10/2022 

 

Hình 4.5: K�t quả dự báo ĐTPT dùng mạng WaveNet ngày 03/10/2022 – 09/10/2022 
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CHƯƠNG 4. DỰ BÁO ĐỒ THỊ PHỤ TẢI  

 Giới thiệu vấn đề nghiên cứu 

Phụ tải điện: Các thi�t bị tiêu thụ điện được k�t nối vào lưới điện, tiêu thụ năng lượng điện và chuyển đổi nó thành 

các dạng năng lượng khác (ánh sáng, cơ năng hoặc nhiệt năng). Các thi�t bị này tiêu thụ năng lượng điện dưới dạng 

dòng điện theo đơn vị thời gian. Đơn vị đo của phụ tải điện là [MWh]. Biểu đồ phụ tải điện biểu diễn đặc tính tiêu thụ 

điện theo thời gian của hệ thống, các thành phần, nhóm và phân nhóm PTĐ. 

Trong [71], ngành điện đối mặt với nhiều thách thức trong phân tích dòng công suất, lập k� hoạch và kiểm soát 

HTĐ. STLF có nhiều nghiên cứu nhằm nâng cao độ chính xác dự báo. Trong [43], [51], [72], Wavelet được dùng để 

tiền xử lý dữ liệu. Nghiên cứu [60], [73] ứng dụng HHO tối ưu trọng số mạng nơ-ron. Trong [41], T-GCN được áp 

dụng trong dự báo. Mạng tích chập đồ thị [74] k�t hợp GCN và GRU để học phụ thuộc không gian và thời gian. CNN 

xử lý đặc điểm không gian, trong khi GCN mở rộng cho dữ liệu đồ thị. RNN thường dùng cho chuỗi thời gian nhưng 

gặp hạn ch�, được cải thiện bởi LSTM, GRU [75], [76]. Nghiên cứu [70] chứng minh LSTM và GRU là bi�n thể của 

RNN. 

Dữ liệu lịch sử 
Tiền Giang (4 năm)

- Dữ liệu sản lượng (24 
điểm đỉnh trong ngày) 
trong n ngày lịch sử

- T0 quá khứ, y�u tố mùa

Mô hình dự 
báo đồ thị 

phụ tải

Dữ liệu dự báo đồ thị 
phụ tải trong 1 tuần tới 

(thứ 2 đ�n thứ 6)

 

Hình 4.1: Phương pháp sử dụng dữ liệu cho dự báo đồ thị phụ tải 

Qua đó trong luận án này đề xuất mô hình k�t hợp để giải bài toán dự báo đồ thị phụ tải, dựa vào phương trình 

(2.35) làm cơ sở, nhằm nâng cao nguồn dữ liệu đầu vào dùng bộ lọc Wavelet thuật toán tối ưu hoá HHO cho mạng 

GCN-LSTM. 

Hình 4.2: Sơ đồ tổng quan 

mô hình dự báo đồ thị phụ tải 

Hình 4.2 trình bày sơ đồ 

tổng quan của mô hình STLF, dữ 

liệu ngõ vào thô sau khi qua khâu 

chuẩn hoá (nhằm giảm kích 

thước và đảm bảo tính nhất quán 

của nguồn dữ liệu) được đưa qua 

bộ lọc Wavelet, nhằm nâng cao 

chất lượng của nguồn dữ liệu đầu 

vào do sai số trong quá trình đo 

lường cũng như giá trị sản lượng 

của phụ tải của từng thời điểm 

không đồng đều nhau, tập dữ liệu được tách làm 2 thành phần, thành phần thứ 1 (80% tương ứng 27533 mẫu tương 

đương 1147 ngày) dùng tạo mô hỉnh huấn luyện, thành phần thứ 2 (20% tương ứng 6883 mẫu tương đương 287 ngày) 

để tạo mô hình. Trong quá trình huấn luyện mạng nơron học sâu GCN-LSTM với mục đích hàm loss được giảm sai số 

trong thời gian sớm nhất, thuật toán tối ưu hoá HHO được dùng nhằm tối ưu bộ trọng số của mạng nơron trong quá 

trình huấn luyện. K�t thúc quá trình này mô hình dự báo được chọn, thông số sai số phần trăm tuyệt đối trung bình 

MAPE là chỉ số được đánh giá cho mô hình. 

Chuẩn hoá 
dữ liệu

Huấn luyện 
bằng mô hình 
GCN-LSTM

Mô hình dự 
báo HHO-

GCN-LSTM

Kết quả dự báo Đồ 
thị phụ tải sản 

lượng (24 giờ tới)

Đánh giá sai số 
MAPE

Lọc dữ liệu 
Wavelet

Tối ưu hoá 
bằng HHO

Dữ liệu huấn luyện

Dữ liệu 
thử 

nghiệm

Dữ liệu ngõ vào

Thời ti�t (t0) Thời gian ( giờ, 
ngày, tuần lễ,� 

Sản lượng phụ 
tải điện

80%

20%
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Hình 3.6: Mô hình giải thuật đề 

xuất dự báo phụ tải đỉnh GCN-

GRU 

Mô hình dự báo công suất đỉnh 

Pmax được đề xuất GCN-GRU 

(T-GCN), sử dụng các bi�n sau 

đây làm đầu vào, 3 giá trị Pmax 

trong ngày tương ứng với nhiệt 

độ Tmax tại điểm đỉnh Pmax 

trong ngày. Quá trình huấn luyện 

và chạy thử nghiệm cho mô hình 

đề xuất, được sử dụng với tập dữ liệu lưới điện Tiền Giang, dữ liệu Pmax và nhiệt độ được thu thập 1434 số mẫu tương 

ứng 34416 mẫu. Qua quá trình phân tích số điểm đạt đỉnh theo khung giờ trong ngày là 3 đỉnh vậy số đỉnh Pmax tương 

ứng trong tập dữ liệu là 4302 mẫu. 

Dữ liệu đầu vào được chuẩn hóa thành khoảng [0,1]. Sau đó, tập dữ liệu được tách làm 2 thành phần, 80% dữ liệu 

được sử dụng làm tập huấn luyện (3442 mẫu tương ứng 1147 ngày) và 20% còn lại được sử dụng làm tập thử nghiệm 

chạy dự báo (860 mẫu tương ứng 287 ngày). Tập dữ liệu huấn luyện được đưa vào mạng học sâu T-GCN để huấn luyện. 

Ngõ ra của các lớp mạng T-GCN, và lớp cuối cùng k�t hợp sử dụng hàm Gaussian để tạo nhiễu. K�t quả được k�t hợp 

dùng hàm Gaussian được so sánh với mô hình sau khi huấn luyện từ mạng T-GCN chỉ số MAPE được đánh giá cho mô 

hình, mục đích nhằm đánh giá tính hiệu quả của mô hình dự báo dưới tác động nhiễu Gaussian. 

Bảng 3.1: Thông số huấn luyện GCN-GRU 

Tham số trong mô hình huấn luyện Giá trị 

Learning rate (Tần suất huấn luyện) 0,05 
Dim (Số chiều mẫu đầu vào đưa vào từng lần huấn luyện) 3 
Lb (Giá trị thấp nhất của dữ liệu) 0 
Ub (Giá trị cao nhất của dữ liệu) 5000 
Popsize (Kích thước phần tử cho thuật toán tối ưu sử dụng cho mạng huấn luyện) 50 

Maxiter (Số Chu kỳ lặp cho thuật toán tối ưu sử dụng cho mạng huấn luyện) 100 

Epochs (Số lần lặp huấn luyện) 25 
Bach_size (Kích thước khung dữ liệu được lấy trên 1 lần lặp huấn luyện) 10 

K�t quả dự báo từ sau mô hình huấn luyện dưới dạng số thập phân trong miền [0, 1] được áp dụng chuyển đổi 

ngược với hàm chuẩn hóa ban đầu (có sử dụng hàm logarit và hàm mũ) và được cộng với giá trị cơ sở ban đầu – được 

dùng trong quá trình chuyển đổi dữ liệu sang các nhóm phân phối chuẩn. Sau khi chuyển đổi ngược giá trị về miền giá 

trị thực, k�t quả sau sẽ được đánh giá sai số với giá trị thực t� để xem xét chọn mô hình dự báo cho sai số tốt nhất k�t 

quả dự báo phụ tải đỉnh. 

 Kết quả dự báo công suất đỉnh Pmax tổng thể 

Bảng 3.2: K�t quả dự báo theo các phương pháp khác nhau 

Model MAPE (%) 

LSTM 4,7093 

CNN-LSTM 4,0972 

WaveNet 1,1109 

GCN-GRU 0,0006 

Xt-2 Xt-1 Xt

Yt-2 Yt-1 Yt

TGCN TGCNht-2 ht-1

Mô hình mạng học sâu
Đánh giá độ bền của mô hình

TGCN

Đánh giá hiệu năng mô hình trên 
bộ test MAPE

Mô hình cuối 
cùng dự báo

Tập thử nghiệm 
(20%)

Tập huấn luyện 
(80%)

Dữ liệu phụ tải 
đỉnh, nhiệt độ 

quá khứ
Chuẩn hoá
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Hình 3.7: K�t quả DBPT đỉnh dùng LSTM từ ngày 

20/03/2023 - 26/03/2023 

 

Hình 3.8: K�t quả DBPT đỉnh dùng CNN-LSTM 

từ ngày 20/03/2023 - 26/03/2023 

 

Hình 3.9: K�t quả DBPT đỉnh dùng mạng 

WaveNet từ ngày 20/03/2023 - 26/03/2023 

 

Hình 3.10: K�t quả DBPT đỉnh dùng GCN-GRU 

từ ngày 20/03/2023 - 26/03/2023 

Qua Bảng 3.2 thống kê k�t quả về chỉ số sai số phần trăm tuyệt đối trung bình MAPE% của các phương pháp dự 

báo công suất đỉnh. Hầu như các phương pháp dự báo, giá trị dự báo và giá trị thực t� bám nhau. Tuy nhiên, sai số 

MAPE của các phương pháp có sai số khác biệt tại các điểm đỉnh. Mô hình LSTM có MAPE là 4,7093%, sai số còn 

cao tại các điểm đỉnh khung giờ (11, 15, và 19) giờ, mạng LSTM có hiệu quả trong bài toán dự báo phụ tải đỉnh. Tuy 
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nhiên, mạng LSTM vẫn còn tồn tại một số hạn ch�, LSTM yêu cầu lượng dữ liệu lớn và chất lượng nguồn dữ liệu quá 

khứ cao để đạt được k�t quả tốt, thời gian huấn luyện của mạng LSTM thường khá lâu do cấu trúc phức tạp và nhiều 

tham số cần tối ưu. Ngoài ra, LSTM không thích nghi với dữ liệu nhiễu điều này có thể làm giảm độ chính xác của mô 

hình. Mô hình k�t hợp CNN-LSTM có sai số MAPE là 4,0972%, mô hình này sai số có cải thiện hơn so với mô hình 

LSTM. Nhưng sai số vẫn còn cao tại các điểm đỉnh có sự chênh lệch khá cao giữa giá trị dự báo so với giá trị thực t� 

tại điểm đỉnh 19 giờ. Tại điểm đỉnh này có sự thay đổi phụ tải lớn (tải sinh hoạt và tải công nghiệp). Mạng CNN-LSTM 

hạn ch� khả năng tổng quát hoá dữ liệu khi có bi�n động bất thường. Đối với mô hình mạng WaveNet có sai số cải thiện 

đáng kể so với mô hình LSTM và CNN-LSTM, sai số MAPE là 1,1109, giá trị dự báo và giá trị thực t� bám sát nhau, 

tại các điểm đỉnh sai số rất bé so với so với mô hình LSTM và CNN-LSTM. Đối với mạng WaveNet, nhờ vào mạng 

WaveNet (Wavelet-CNN) xử lý tốt mối quan hệ phi tuy�n với các đặc trưng phức tạp trong dữ liệu phụ tải đỉnh quá 

khứ, ngoài ra mạng WaveNet còn sử dụng các lớp tích chập giãn, cho phép mạng học các mối quan hệ dài hạn trong 

chuỗi dữ liệu. Điều này rất hữu ích khi dự báo phụ tải đỉnh vì xu hướng phụ tải thường có các chu kỳ dài như hàng 

ngày, hàng tuần, hoặc theo mùa, mạng WaveNet chính là mô hình k�t hợp giữa bộ lọc Wavelet với CNN, trong đó dữ 

liệu được tiền xử lý bằng cách loại b� nhiễu nhờ vào bộ lọc Wavelet trước khi đưa vào mạng CNN để thực hiện dự báo. 

Mô hình được đề xuất trong luận án để dự báo công suất đỉnh là GCN-GRU, mạng tích chập đồ thị với cổng hồi quy. 

Ti�p cận với hướng phân tích và đánh giá mới về sự phụ thuộc dữ liệu trong bài toán dự báo phụ tải đỉnh, sự phụ thuộc 

theo mô hình không gian và thời gian. Do đó, sai số của mô hình đề xuất dự báo GCN-GRU có sai số MAPE là 0,0006%, 

tại các điểm đỉnh trong các khung giờ không còn tồn tại sai số, mô hình GCN-GRU khai thác hiệu quả sự phụ thuộc 

không gian từ thông tin dữ liệu quá khứ, và GRU xử lý hiệu quả dữ liệu chuỗi thời gian đảm bảo tính liên k�t và k�t 

quả dự báo chính xác. K�t quả chứng t� mô hình đề xuất dự báo công suất đỉnh GCN-GRU có MAPE phù hợp với các 

quy định của cục điều ti�t điện lực. 

 Kết luận chương 

Trong chương 3, nghiên cứu thực hiện dự báo công suất đỉnh và mô hình đề xuất được thử nghiệm với số liệu lưới 

điện Tiền Giang. Qua việc phân tích các y�u tố ảnh hưởng tích cực đ�n công suất đỉnh, nghiên cứu đã chọn các bi�n 

ngõ vào là: công suất đỉnh quá khứ, nhiệt độ, và y�u tố mùa (được trình bày ở phụ lục 1 và phụ lục 3). Tập dữ liệu trong 

nghiên cứu được thu thập từ lưới điện Tiền Giang từ ngày 01/01/2020 đ�n ngày 04/12/2023, qua việc phân tích và đánh 

giá số liệu quá khứ của công suất đỉnh, các điểm đạt đỉnh trong ngày là 3 điểm đỉnh, nghiên cứu bước đầu tiên đã thực 

hiện mô hình dự báo phụ tải đỉnh các mô hình học sâu thông dụng LSTM, CNN-LSTM, và mạng WaveNet. Trong đó 

mô hình LSTM và CNN-LSTM có giá trị dự báo và giá trị thực t� bám nhau. Tuy nhiên, sai số của hai phương pháp 

này còn cao tại các điểm đỉnh trong ngày, do ảnh hưởng của sự bi�n đổi nhiệt độ, tải sinh hoạt, sản xuất tại các giờ trong 

ngày. 

Đối với mô hình mạng WaveNet có sai số bé tại các điểm đỉnh, hiệu năng của mô hình cải thiện đáng kể. Trên nền 

tảng k�t quả 3 mô hình dự báo thông dụng, nghiên cứu đã xây dựng mô hình dự báo công suất đỉnh GCN-GRU, nhờ 

vào khả năng xử lý dữ liệu không gian và thời gian của GCN. Mạng GCN có thể học được mối quan hệ dữ liệu giữa 

các nút, GRU xử lý dữ liệu chuỗi thời gian, chuỗi dữ liệu lịch sử phụ tải và thời gian xảy ra đỉnh phụ tải, giúp nắm bắt 

tính xu hướng và tính chu kỳ của dữ liệu. Trong mô hình lai GCN-GRU, trong đó LSTM được chuyển đổi thành GRU 

để xử lý chuỗi thời gian bộ nhớ dài, tương tự như mạng WaveNet sự khác biệt là ở chỗ GCN được k�t hợp thay vì mạng 

WaveNet, nhằm nâng cao độ tin cậy của nguồn dữ liệu quá khứ thu thập được cải thiện được sai số MAPE là 0,0006%, 

hiệu năng của mô hình đề xuất cải thiện đáng kể chỉ số MAPE đáp ứng phù hợp tiêu chí đo lường về chỉ số sai số phần 

trăm tuyệt đối trung bình.  


